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METODE – METODE CLUSTERING
 Clustering merupakan suatu proses untuk mengelompokkan kumpulan objek-objek fisik atau objek-objek abstrak ke dalam kelas-kelas objek yang similar (mirip). Cluster adalah kumpulan dari objek atau data yang mempunyai kemiripan satu dengan yang lain dalam cluster yang sama dan tidak mirip dengan objek dalam cluster yang berbeda. Secara prinsip cluster merupakan kumpulan dari objek data yang mempunyai kemiripan berdasarkan karakteristik tertentu (karakteristik disini bisa kombinasi dari atribut tertentu tergantung user) kemudian melakukan pengelompokan jika dianggap mirip. Suatu cluster dari objek data dapat diperlakukan secara kolektif sebagai satu group dalam berbagai aplikasi. Di bawah ini merupakan metode yang sering digunakan di dalam clustering.
1 Partitioning Methods

Diberikan sebuah database dari n objek dan k jumlah dari cluster-cluster yang dibentuk, algoritma partitioning (pemartisian) mengorganisir objek-objek ke dalam k partisi (k ( n), di mana tiap partisi menunjukkan cluster. Cluster-cluster yang dibentuk untuk mengoptimasi ukuran sasaran pemartisian, sering disebut similarity function, seperti jarak, sedemikian sehingga objek-objek dalam sebuah cluster adalah similar (mirip), sedangkan objek-objek dari cluster-cluster yang berbeda adalah dissimilar (tidak mirip), menyangkut atribut-atribut dari database.
1.1 Classical Partitioning Methods : k-Means and k-Medoids

Metode pemartisian yang paling terkenal dan biasa digunakan adalah k-means, k-medoids dan variasi-variasinya.

Centroid-Based Technique : The k-Means Method

Algoritma k-means memerlukan parameter input, k, dan partisi-partisi suatu set dari n objek ke dalam k cluster sehingga hasil kemiripan intracluster adalah tinggi tetapi kemiripan intercluster adalah rendah. Kemiripan cluster diukur dengan memperhatikan nilai rata-rata dari objek-objek di dalam cluster, yang mana dapat dipandang sebagai center of gravity cluster.
Bagaimana algoritma k-means bekerja ? Proses algoritma k-means adalah, pertama, algoritma secara acak menyeleksi k objek, masing-masing diinsialisasi mewakili nilai tengah atau center cluster. Untuk masing-masing sisa objek, suatu objek ditempatkan di cluster yang paling mirip, yang didasarkan pada jarak antara objek dan nilai tengah cluster (cluster mean). Kemudian menghitung nilai tengah baru untuk masing-masing cluster. Proses ini diiterasi sampai kriteria fungsi berkumpul.
Representative Object-Based Technique : The k-Medoids Method

Algoritma k-means sensitif terhadap outlier karena suatu objek dengan suatu nilai yang besar mungkin secara substansial menyimpang dari distribusi data.
Bagaimana algoritma dimodifikasi untuk mengurangi kesensitifan seperti itu? Disamping pengambilan nilai rata-rata objek dalam suatu cluster sebagai referensi (acuan), medoid dapat digunakan, yang mana paling central mengalokasikan objek dalam cluster. Jadi metode pemartisian masih dapat dilakukan berdasarkan prinsip dari minimasi jumlah dari ketidakmiripan antara tiap objek dan disesuaikan dengan referensi.
Strategi dasar dari algoritma clustering k-medoids adalah untuk menemukan k cluster dalam n objek dengan pertama kali secara arbitrarily menemukan wakil dari objek (medoid) untuk tiap-tiap cluster. Masing-masing sisa objek di cluster dengan medoid ke yang paling mirip. Strategi ini kemudian secara iteratif menggantikan satu medoid dari yang non medoid sepanjang kualitas dari hasil clustering ditingkatkan.
1.2 Partitioning Methods in Large Databases : From k-Medoids to CLARANS
Algoritma pemartisian k-medoid  seperti cara kerja PAM efektif untuk data set yang kecil, tetapi bukan skala yang baik untuk data set yang besar. Yang berhubungan dengan data set yang besar, metode sampling-based yang disebut dengan CLARA (Clustering Large Application) dapat digunakan. 
Ide CLARA adalah : disamping pengambilan semua data set dipertimbangkan, bagian kecil dari aktual data dipilih sebagai wakil dari data. Medoids kemudian memilih dari sampel menggunakan PAM. Jika sampel terpilih dengan cara random manner, akan mewakili data set. Wakil objek (medoids) yang telah terpilih akan mirip dengan yang akan dipilih dari seluruh data set. CLARA menarik multiple sampel data set, menggunakan PAM pada tiap-tiap sampel, dan menghasilkan clustering terbaik sebagai output. Sepeti yang diharapkan, CLARA dapat berhubungan dengan data set yang besar dibanding PAM. Kerumitan dari tiap-tiap iterasi sekarang menjadi O (ks2 + k(n-k)), di mana s adalah ukuran sampel dan k adalah jumlah cluster dan n adalah jumlah total dari objek.
2 Hierarchical Methods
Metode hierarchical clustering bekerja dengan mengelompokkan objek data ke dalam struktur pohon cluster. Metode hierarchical clustering lebih jauh dapat digolongkan ke dalam agglomerative dan divisive hierarchical clustering, tergantung pada apakah dekomposisi dibentuk menurut cara bottom-up atau top-down. 
2.1 Agglomerative and Divisive Hierarchical Clustering

Secara umum, ada dua tipe dari metode hierarchical clustering :

· Agglomerative hierarchical clustering : Strategi bottom-up ini dimulai dengan menempatkan tiap-tiap objek pada cluster tersendiri (masing-masing) dan kemudian cluster atomic ini bergabung ke dalam cluster yang lebih besar dan lebih besar lagi, sampai semua objek ada di dalam single cluster  atau sampai terminasi kondisi tertentu dipenuhi. Sebagian besar metode hierarchical clustering menerapkan kategori ini.
· Divisive hierarchical clustering : Strategi top-down ini kebalikan dari agglomerative hierarchical clustering dengan memulai semua objek dalam satu cluster. Metode ini membagi cluster ke dalam bagian cluster yang lebih kecil dan lebih kecil lagi, sampai tiap-tiap objek membentuk suatu cluster dalam cluster tersendiri sampai memenuhi kondisi terminasi tertentu.
2.2 BIRCH : Balanced Iterative Reducing and Clustering

BIRCH adalah metode hierarchical clustering yang terintegrasi. BIRCH memperkenalkan dua konsep, clustering feature dan clustering feature tree (CF tree), yang mana digunakan untuk menggambarkan ringkasan cluster. Stuktur-struktur ini membantu metode clustering mencapai kecepatan dan skalabilitas yng baik dalam database yang besar. BIRCH juga efektif untuk inkremental dan dinamik clusterig dari objek yang baru. 
Bagaimana algoritma BIRCH bekerja ? Terdapat dua fase :

Fase 1 : BIRCH scan (membaca) database untuk membangun suatu inisial memory CF tree, yang mana dapat dipandang sebagai kompresi multilevel dari data yang mencoba untuk mempertahankan sifat struktur clustering dari data.
Fase 2 : BIRCH menggunakan suatu penyeleksian algoritma clustering untuk cluster leaf node dari CF tree.
Seefektif apa metode BIRCH ini ? Percobaan menunjukkan skalabilitas linier dari algoritma dengan respek ke jumlah objek dan kualitas yang baik dari clustering data. Bagaimanapun, karena tiap-tiap node dalam CF tree dapat menahan hanya jumlah terbatas dari entri untuk ukuran, suatu CF tree node tidak selalu sesuai untuk apa yang mungkin user pertimbangkan. Lebih dari itu, jika cluster-cluster tidak membentuk potongan bola, BIRCH tidak melakukan pekerjaan yang baik karena BIRCH menggunakan ide radius atau diameter untuk mengontrol batasan dari cluster.
2.3 Cure : Clustering Using Representatives

CURE mengatasi permasalahan dengan memperlakukan clustering dengan bentuk spherical (bola) dan ukuran yang mirip dan lebih handal dengan respek ke outlier.

 CURE merupakan algoritma clustering hierarchical yang mengadopsi antara pendekatan berdasarkan centroid dan pendekatan berdasarkan representative –object. 
Untuk menangani database yang besar, CURE menggunakan kombinasi dari sampel yang acak dan pemartisian : sampel acak adalah partisi yang pertama dan setiap partisi di-cluster secara parsial. Cluster parsial kemudian di-cluster dalam pas yang kedua untuk menghasilkan cluster yang diinginkan.
Langkah-langkah dalam dalam algoritma CURE : 

· Ambil sampel acak, S, dari object (data).
· Partisi sampel S ke dalam set partisi.
· Pisahkan cluster untuk setiap partisi.
· Eliminasi outlier dengan menggunakan sampel acak. Jika suatu cluster berkembang terlalu lambat, hapus cluster .

· Kelompokkan cluster-cluster yang terpisah. 

· Tandai data dengan cluster yang sesuai. Diperoleh cluster akhir dan outlier yang berada di luar cluster.
CURE dapat menghasilkan cluster dengan kualitas yang tinggi untuk data yang masih memuat outier, CURE juga mengizinkan cluster dengan bentuk-bentuk yang kompleks dan ukuran-ukuran yang berbeda. 
CURE tidak dapat menangani atribut-atribut kategorik. ROCK adalah alternatif algoritma agglomerative hierarchical clustering yang cocok untuk atribut kategorik dalam clustering. ROCK mengukur kemiripan dua cluster dari membandingkan keterhubungan aggragate dari dua cluster. Jadi kemiripan tidak dihitung berdasarkan jarak, tetapi berdasarkan banyaknya jumlah dari cluster yang berbeda yang memiliki keterhubungan.
2.4 Chameleon : A Hierarchical Clustering Algorithm Using Dynamic Modeling

Chameleon adalah algoritma clustering yang mengeksplore model dinamik dalam hirarchical clustering. Dalam proses clustering, dua cluster akan digabungkan jika keterhubungan dan kedekatan antara dua cluster adalah tinggi berhubungan dengan keterhubungan internal dan kedekatan dari objek-objek di dalam cluster. Chameleon diperoleh berdasarkan observasi kelemahan dari dua algoritma hierarchical clustering : CURE dan ROCK. CURE mengabaikan informasi tentang keterhubungan aggregate dari objek dalam dua cluster yang berbeda, sedangkan ROCK mengabaikan informasi tentang kedekatan dari dua cluster sementara menekankan keterhubungan dari dua cluster tersebut.
Algoritma Chameleon terdiri dari dua tahap :
· Menggunakan algoritma graph partitioning untuk mengelompokkan objek data ke dalam jumlah yang relatif besar menjadi subcluster-subcluster yang kecil.

·  Kemudian menggunakan algoritma agglomerative hierarchical clustering untuk menemukan cluster yang sebenarnya dengan mengkombinasikan atau menggabungkan subcluster-subcluster secara berulang-ulang.

3 Density-Based Methods
Merupakan metode yang dikembangkan berdasarkan density (kepadatan) tertentu.  Metode ini menganggap cluster sebagai suatu area yang berisi objek-objek yang padat/sesak, yang dipisahkan oleh area yang memiliki kepadatan rendah (merepresentasikan noise). 
3.1 DBSCAN : A Density-Based Clustering Method Based on Connected Regions with Sufficiently High Density

DBSCAN (Density-Based Spatial Clustering of Applications with Noise), algoritma menumbuhkan area-area dengan kepadatan yang cukup tinggi ke dalam cluster-cluster and menemukan cluster-cluster dalam bentuk yang sembarang dalam suatu database spatial yang memuat noise.DBSCAN mendefinisikan cluster sebagai himpunan maksimum dari titik-titik kepadatan yang terkoneksi (density-connected). Semua objek yang tidak masuk ke dalam cluster manapun dianggap sebagai noise.
Prinsip-prinsip dasar dari metode density based clustering adalah sebagai berikut :

· Neighborhood yang  terletak di dalam radius Ө disebut 
[image: image1.wmf]Î

-neighorhood dari objek data. 

· Jika 
[image: image2.wmf]Î

-neighborhood dari suatu objek berisi paling sedikit suatu angka yang minimum, MinPts dari suatu objek, objek tersebut disebut core objek.
· Suatu objek p adalah density reachable dari objek q dengan respek ke 
[image: image3.wmf]Î

 dan MinPts dalam suatu set objek D jika terdapat suatu rantai objek p1, p2,…,pn, dimana p1 = q dan pn = p, di mana pi+1 density reachable secara langsung dari pi dengan respek ke 
[image: image4.wmf]Î

 dan MinPts, untuk 1 ( i ( n, pi anggota D.

· Suatu objek p adalah density connected ke objek q dengan respek ke 
[image: image5.wmf]Î

 dan MinPts dalam suatu set objek D jika terdapat suatu objek o anggota D di mana ke dua p dan q adalah density reachable dari o dengan respek ke 
[image: image6.wmf]Î

 dan MinPts.
DBSCAN menemukan cluster-cluster dengan cara :

· DBSCAN menelusuri cluster-cluster dengan memeriksa 
[image: image7.wmf]Î

-neighborhood dari tiap-tiap point dalam database. Jika 
[image: image8.wmf]Î

-neighborhood dari point p mengandung lebih dari MinPts, cluster baru dengan p sebagai core object diciptakan.
· Kemudian DBSCAN secara iteratif mengumpulkan secara langsung objek-objek density reachable dari core object tersebut, di mana mungkin melibatkan penggabungan dari beberapa cluster-cluster density reachable.
3.2 OPTICS : Ordering Points To Identify the Clustering Structure
OPTICS diusulkan untuk mengatasi kesulitan user dalam menentukan parameter yang digunakan untuk menemukan cluster yang bisa diterima.
Dua parameter yang digunakan dalam metode ini adalah :
Core-distance

Core-distance dari suatu objek p adalah nilai terkecil 
[image: image9.wmf]'
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 yang menjadikan p adalah core. Bila p bukan core object, maka  core-distance p tidak terdefinisi.

Reachability-distance

Reachability-distance dari suatu objek q dengan respek ke objek lain p dalah merupakan nilai terbesar dari core-distance dari p dan merupakan  jarak euclidean antara p dan q. Jika p bukan suatu core object, reachability distance  antara p dan q adalah tidak terdefinisi. 

Algoritma OPTICS adalah sebagai berikut :
· Algoritma OPTICS menciptakan suatu objek yang terurut dalam database dan menyimpan core distance dan reachability distance yang cocok untuk tiap-tiap objek.
· Kemudian mengekstraksi cluster-cluster berdasarkan urutan informasi tersebut. Informasi untuk mengekstraksi semua density based clustering dengan respek ke jarak 
[image: image10.wmf]'
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 yang mana saja dengan jarak lebih kecil dari jarak 
[image: image11.wmf]Î

 yang digunakan untuk membangkitkan urutannya.
Metode OPTICS ini mengurutkan clustering  dari data set dapat direpresentasikan dengan grafik untuk mempermudah pemahaman. Reachability di-plot untuk data set dua dimensi, yang mana menyatakan gambaran luas bagaimana data distrukturkan dan dikelompokkan. Metode ini juga dikembangkan mengamati struktur clustering dari high-dimensional data pada berbagai tingkatan secara detail. 
3.3 DENCLUE : Clustering Based on Density Distribution Functions

DENCLUE (Density Based Clustering) adalah merupakan metode clustering yang berdasarkan suatu set fungsi distribusi density. Metode ini dibangun dengan beberapa ide antara lain :
· Pengaruh tiap-tiap data point dapat secara formal dimodelkan dengan menggunakan fungsi matematika, yang disebut influence function, yang menyatakan pengaruh dari data point terhadap neighborhood-nya.
· Keseluruhan density dari space data dapat dimodelkan secara analitik sebagai jumlah influence function dari semua data point.

· Cluster-cluster kemudian dapat ditentukan secara matematik dengan mengidentifikasi density atractor (penarik), yang mana density atractor adalah maksimum lokal dari seluruh density function.  

Fitur – Fitur Utama Metode DENCLUE :
· Secara total berdasarkan matematika

· Baik untuk sekumpulan data yang mmuat banyak noise

· Selalu mengikuti deskripsi matematik untuk sembarang bentuk cluster dalam data berdimensi tinggi

· Lebih cepat dibandingkan metode yang lain (DBSCAN)

· Membutuhkan banyak parameter

4 Grid-Based Methods
Pendekatan Grid based clustering ini menggunakan multiresolution pada struktur data grid(jaringan). 

4.1 STING : Statistical Information Grid
STING (Statistical Information Grid) dilakukan dengan membagi daerah spatial menjadi sel-sel rectanguler. 

Karakteristik STING

· Terdapat beberapa level sel yang terkait dengan tingkatan resolusinya. 
· Setiap sel pada level yang tinggi dipartisi menjadi beberapa sel dengan level yang lebih rendah.
· Informasi statistik terkait dengan atribut pada setiap sel (mean,maksimum,minimum). Informasi ini digunakan pada proses query.

· Menggunakan pendekatan top-down untuk menjawab query data spatial.

· Untuk setiap sel dalam suatu level dihitung tingkat kepercayaannya.

Kelebihan :
· Query dilakukan secara independent sehingga mudah untuk diparalelkan.

· Kekompleksannya rendah

Kelemahan :
· Semua batas cluster adalah vertical atau horisontal, batas diagonal tidak terdeteksi.

4.2 WaveCluster : Clustering Usig Wavelet Trasformation

Merupakan metode clustering yang melakukan sumarisasi data yang dilakukan dengan menentukan sruktur grid multidimensional terhadap space data. Transformasi wavelet kemudian digunakan untuk mentransformasi space data asal yaitu daerah yang padat dalam ruang transformasinya.

Transformasi wavelet merupakan suatu teknik pemrosesan sinyal yang membagi suatu sinyal menjadi beberapa frekuensi yang berbeda. Data ditransformasi untuk menjaga jarak relatif antar obyek pada level resolusi yang berbeda. Penggunaan transformasi wavelet ini cukup efektif terhadap munculnya outlier, memiliki multiresolution dan biaya yang efektif.

Fitur – Fitur Utama Metode WaveCluster :
· Kompleksitas-nya rendah

· Mendeteksi semua bentuk cluster pada skala yang berbeda-beda

· Tidak sensitif terhadap noise
· Hanya dapat diaplikasikan terhadap data berdimensi rendah

5 Model-Based Methods
Metode ini dilakukan untuk mengoptimalkan kesesuaian antara data yang ada dengan beberapa model matematika. Dilakukan berdasarkan asumsi bahwa data digenerate (dibangkitkan) oleh campuran dari beberapa distribusi peluang.

5.1 Statistical Approach

EM (Expectation Maximation) merupakan pengembangan dari metode k-mean yaitu menentukan suatu objek berdasarkan bobotnya dan mean yang baru dihitung berdasarkan ukuran bobotnya.

Algoritma EM adalah : 

· Inisialisasi secara random menentukan nilai awal k pusat cluster
· Secara iteratif memperhalus cluster melalui dua langkah :
1.
Ekspektasi 

Menentukan setiap titik Xi ke cluster Ci dengan probabilitas berikut
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Pemaksimalan



Mengestimasi model parameter
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5.2 Pendekatan Machine Learning
Conceptual clustering adalah bentuk clustering dalam machine learning yang menghasilkan skema klasifikasi untuk sekumpulan objek yang tidak dikenal. Conceptual clustering menemukan deskripsi karakteristik untuk setiap kelompok di mana setiap kelompok menyatakan konsep atau kelas. 
Dua tahap dalam conseptual clustering adalah pembentukan clustering dan karakterisasi.
COBWEB adalah metode yang menerapkan conceptual clustering secara incremental. Inputnya adalah pasangan data kategorik. COBWEB membangun suatu hierarchical clustering yang berbentuk classification tree.

Classification tree yang dihasilkan ini berbeda dengan decission tree.Setiap node dalam classification tree ini menyatakan suatu konsep dan berisi deskripsi peluang dari konsep tersebut yang menyatakan rangkuman dari objek-objek yang diklasifikasikan dalam node tersebut.

COBWEB menggunakan suatu ukuran evaluasi heuristic yang dinamakan Category Utility (CU) sebagai panduan dalam membangun tree.

Kelemahan COBWEB :
· Adanya asumsi bahwa hubungan antar atribut adalah saling bebas, padahal ini tidak selalu dipenuhi.
· Kurang cocok untuk clustering database yang besar.
5.3 Pendekatan Neural Network
Pendekatan neural network merepresentasikan cluster sebagai suatu exemplar, berlaku sebagai sebuah prototype cluster tidak harus berhubungan dengan contoh data  atau objek yang khusus. Objek baru akan didistribusikan terhadap cluster yang exemplar-nya paling mirip. Atribut objek yang akan dimasukkan kedalam cluster dapat diprediksi dari atribut exemplar dari cluster.

SOMs (Self Organizing Feature Maps)

Dengan SOMs, clustering dibentuk dengan melakukan pengujian terhadap beberapa unit terhadap  objek tertentu. Unit dengan vektor bobot terdekat akan menjadi unit pemenang. Bobot unit pemenang dan tetangganya kemudian disesuaikan . SOMs juga dikatakan sebagai Maps yang terurut secara topology. SOMs memetakan titik dalam ruang berdimensi tinggi kedalam ruang dimensi dua atau tiga. SOMs berguna untuk menampilkan data berdimensi tinggi ke ruang dimensi dua atau tiga.

Competitive Learning
Competitive learning merupakan arsitektur hierarchical yang melibatkan beberapa unit dalam suatu kompetisi. Unit pemenang dalam suatu cluster akan menjadi aktif sedangkan yang kalah akan menjadi inactive. Hubungan antar objek adalah excitatory yaitu unit pada suatu layer dapat menerima input dari unit dalam level yang lebih rendah. Konfigurasi dari unit aktif dalam suatu lapisan menyatakan pola input pada pola lapisan yang lebih tinggi berikutnya. 

Tiap-Tiap clustering dapat dianggap sebagai suatu fitur baru yang mendeteksi beberapa keteraturan dalam objek. Kemudian  cluster yang dihasilkan dapat dipandang sebagai pemetaan dari fitur tingkat rendah ke fitur tingkat tinggi.
6 Clustering High-Dimensional Data

Diterapkan dibanyak aplikasi seperti : text documents, DNA micro-array data. 
Hal –hal yang berkaitan dimensi data :
· Data yang berada dalam satu dimensi akan berkelompok.
· Penambahan satu bidang dimensi baru akan membuat jarak antar data menjadi lebih jauh, penambahan lebih dari satu dimensi akan membuat jarak yang lebih jauh.

· Ukuran dengan jarak diabaikan.
6.1 CLIQUE (Clustering in Quest)

Metode ini merupakan algoritma yang menggabungkan clustering berdasarkan grid dan density. CLIQUE  adalah suatu metode yang tepat digunakan untuk data berdimensi tinggi dalam database yang besar.

CLIQUE membangun clustering multidimensional dalam dua tahap yaitu :
1. Data berdimensi n dipartisi kedalam unit –unit rectngular yang tidak overlapping. Identifikasi tentang kepadatan (density) unit dilakukan disini dan ini dilakukan untuk setiap dimensi. Unit density ini kemudian diuji untuk menentukan cluster.

2. CLIQUE membuat deskripsi minimal untuk setiap cluster. Untuk setiap cluster ditentukan daerah maksimum yang meliputi cluster–cluster dari unit density yang tersambung. Ini kemudian yang menentukan minimal cover dari setiap cluster.
Kelebihan :
· Secara otomatis dapat menemukan subspace dengan dimensi tertinggi sehingga cluster-cluster dengan density tinggi muncul dalam subspace tersebut.

· Tidak sensitif terhadap urutan record yang masuk 

· Skala inputnya linier dan skalabilitasnya baik sebagai jumlah dimensi data yang terus bertambah.

Kelemahan  :
· Tingkat akurasinya masih rendah karena kesederhanaan dalam metode.

6.2 p-Clustering
Metode p-Clustering digunakan untuk data berdimensi tinggi yang menggunakan pendekatan berdasarkan frequent-pattern. Secara khusus, clustering dilakukan berdasarkan kemiripan pola.

Jika diberikan objek x, y dalam O dan fitur a, b dalam T maka p-cluster merupakan matriks 2x2 yang berbentuk :
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Pasangan (O,T) berada dalam δ-p-Cluster jika untuk sembarang matrix X 2x2 dalam (O, T), pScore(X) ≤ δ untuk beberapa δ > 0.
7 Constraint-Based Clustering
Constraint-based clustering membutuhkan feedback dari user, user  mengetahui aplikasi terbaik. Dalam metode ini, parameter yang digunakan sedikit tapi batasannya banyak.

Terdapat  beberapa tipe constraint yaitu :

· Constraint terhadap objek individual.
· Constraint terhadap jarak atau kesamaan fungsi.
· Constraint terhadap pemilihan parameter clustering.
· Constraint yang dispesifikasikan oleh user.
7.1 Clustering dengan Obstacle Objects (objek penghalang)
Dalam metode ini k-medoids biasanya lebih baik dari k-mean karena letaknya yang berada ditengah – tengah.

7.2 Constraint yang Dispesifikasikan oleh User
Pendekatan yang diusulkan :
· Menemukan suatu solusi awal dengan mempartisi set data menjadi k kelompok dan menentukan user-constraint-nya.

· Secara iteratif memperhalus solusi dengan merelokasi micro-clusteiring, dan menangani deadlock (hentikan microcluster jika diperlukan.
· Efisiensi juga ditingkatkan dengan micro-clustering.
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